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Streszczenie

Jednym z podstawowych probleméw w analizie szeregéw czasowych jest
dopasowanie odpowiedniego modelu do danego szeregu czasowego (konkretnej jego
realizacji). Je§li dopasowujemy model autcregresji, to powstaje pytanie Jjakiego rzedu
ma to byé model. Istnieje szereg kryteriéw pozwalajacych dobraé odpowiedni rzad
modelu. Niniejszy artykul omawia kryteria FPE, AIC, HQ, SC, kryterium oparte na
metodzie Bayesa oraz test ilorazu wiarogodno$ci w odniesieniu do wektorowych
szeregéw czasowych. Podano wlasnoéci omawianych kryteriéw oraz ich poréwnanie,
zamieszezono réwniez wyniki symulacji poréwnawczej. W oparciu o prezentowane
rezultaty opracowany zostal program w jezyku Turbo Pascal 7.0 realizujacy dobér
rzgdu modelu autoregresji oraz estymacje parametréw dla modeli skalarnych i
wektorowych.

1. Symbolika i zalozenia
Rozpatrujemy wektorowy model autoregresji p-tego rzedu postaci
YVi=v+AYy 1 +Ayy,at ... Apyt_p +u, 1.1

gdzie:
Ve =[y16 Y20 - s ¥k s ¢ =1,2,...,T, jest ciagiem wektoréw losowych o wymia-
rach Kx1,
Ay, Ay,...,A, sg macierzami parametréw (KxK),
v jest wektorem parametréw (Kx1),
u, jest ciggiem niezaleznych wektoréw losowych (Kx1) takich, ze E[u,] = 0,
Elau;]=0,dlat=¢, C,=Eumul], da t=1.2,...,T.

Stowa kluczowe: model autoregresji, rzad modelu, kryteria FPE, AIC, H Q, SC,
metoda Bayes’a, test ilorazu wiarogodnosei
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Zakladajac, ze rzad modelu p jest znany, przeprowadza sie estymacje nieznanych
parametréw v, A; A,,...,A, oraz macierzy C,. Sprawa pierwszoplanows staje sig
wiec okreslenie rzedu modelu p. Zanim zajmiemy sie blizej problemem wyzna-
czania rzedu modelu, wprowadzimy nastepujace oznaczenia:

Y = (v4, ¥9,---,¥7) macierz o wymiarach KxT,

Y’ =(y; - M, Yo - Ws..., Y7 — 1), wektor o wymiarach Kx1,

p=Ix-A-Ay-... - p)—lv, wektor o wymiarach Kx1,

Y, = [y - ), (Fe-1 = W) seeos Vepsr - W'Y, wektor o wymiarach Kpx1,

X = (Y3, Y5,...,Y7 1), macierz o wymiarach KpxT,

B=(v,Ay, Ay,..., A)) macierz o wymiarach Kx (Kp + 1),

A =(Ay, Ay,..., A), macierz o wymiarach KxKp,

Z,=(,Y:,Yi-15--» Yips1) Wektor o wymiarach (Kp + 1)x1,

Z = (Zy, Z,,..., Z;_,) macierz o wymiarach (Kp + 1)xT,

U = (ay, uy,..., Uy) macierz o wymiarach KxT,

u = vec (U) wektor o wymiarach KT'x1,

y = vec (Y) wektor o wymiarach KTx1,

B = vec (B) wektor o wymiarach (sz + K)x1,

b = vee (B') wektor o wymiarach (KZp + K)x1,
gdzie vec(') jest operatorem przeksztalcajacym macierz do postaci wektora kolu-
mnowego, tzn. vec(A) = vec [ay, ay,...,a,] =[a}, aj,...,a,]' gdzie a; (=1,2,...,n)
oznaczaja kolumny macierzy A.

2. Podstawowe definicje i twierdzenia
Definicja2.1. Proces y, nazywaé bedziemy procesem autoregresji p-tego rzedu,
jesliA, =0 i A, =0, dla wszystkich i>p.

Méwiac o dopasowaniu modelu nalezy wprowadzi¢ przede wszystkim pewna
miare dopasowania. Wprowadzimy wiec nastepujace okreélenie.

Definicja 2.2. Prognoze y(¢ + h) wartosci yy,; procesu oparta na warto$ciach

¥:, ¥i-1,-.- nazywacé bedziemy prognoza, éredniokwadratows, z horyzontem progno-
zowania h, jesli

y(t + k) = Elyun|ys s <t] .

Tak zdefiniowana prognoza minimalizuje macierz kowariancji btedu prognozy w
tym sensie, ze je$li (¢ + h) jest dowolna inna prognoza, woéwczas

Ely;.p, - YE+R) 1Y - YE+R) = Elypy, - Y&+ Ly, - y(E+h)] =
= Py(h) - Py(h) = 0 .
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Pg (h) oraz Py(h) oznaczaja odpowiednie macierze kowariancji bledéw prognozy,
zas$ zapis z 0 oznacza, ze macierz stojaca po lewej stronie nieréwnosci jest ma-
cierzg nieujemnie okreslona. Mozna pokazaé, ze macierz kowariancji btedu pro-
gnozy dla horyzontu prognozowania k=1 ma postaé (por. Liitkepohl (1991), wzér
(3.5.13), str. 88)

P; (1) = T—"KT{&CM @.1)

Ze wzoru tego wynika, ze Py (1) jest funkcja rosnaca rzedu modelu p; oznacza to,
ze prognoza wyznaczana na podstawie modelu z zawyzonym rzedem bedzie
gorsza od prognozy opartej na modelu z wlasciwie dobranym rzedem.

Jedna z mozliwodci okreslenia rzedu modelu autoregresji jest zastosowanie
sekwencyjnego testu istotno$ci. Jesli przyjmiemy, ze rzad modelu nie przekracza
pewnej liczby naturalnej M wéwezas testowanie rozpoczynamy od weryfikacji
hipotezy H {: Ay = 0, nastepnie w sytuacji gdy hipoteza ta nie moze byé odrzu-
cona, testujemy hipoteze H 82) : Ay = 0 itd. az do momentu, gdy bedziemy mogli
odrzucié¢ hipotezg zerows. Do tego celu mozemy wykorzystaé test ilorazu wiaro-
godnosci. Jak wiadomo idea tego testu polega na poréwnaniu maksiméw funkeji
wiarogodno$ci na calej przestrzeni parametréw i pewnej podprzestrzeni wyzna-
czone] przez okreslone restrykcje nalozone na parametry. Odpowiednia statysty-
ka testowa ma postaé:

L(0)
L(0)

Mp=2In = 2[ln L(®) ~ InL(@®)] , 2.2)
gdzie O jest estymatorem najwiekszej wiarogodno$ci wektora parametréw 0
otrzymanym przez maksymalizacje funkeji wiarogodnosci po calej przestrzeni
parametréw, zas ﬁr jest estymatorem "restrykcyjnym" otrzymanym przez ma-
ksymalizacje funkeji wiarogodnoici po pewnej podprzestrzeni wyznaczonej re-
strykcjami nalozonymi na wektor parametréw.

Wiadomo, ze statystyka A;, ma asymptotyczny rozktad XZ (por. Liitkepohl
(1991), str 123) z tyloma stopniami swobody, ile jest réznych restrykeji liniowych
natozonych na wektor parametréw.

Jesli zainteresowani jesteSmy dopasowaniem doktadnego rzedu modelu AR
to powinnismy wybieraé estymator rzedu majacy okreslone wiasnosci statysty-
czne np. estymator asymptotycznie zgodny.

Definicja 2.3. Estymator ;’; rzedu modelu autoregresji nazywaé bedziemy

zgodnym jesli

plimﬁ =p tzn, limP(ﬁ =p)=1.

T —» T —w
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Definicja 2.4. Estymator 1; rzedu modelu autoregresji nazywaé bedziemy
mocno zgodnym jesh
Pllimp =pl=1.
T -x

Definicja 2.5. Kryterium wyboru rzedu modelu autoregresji nazywaé bedziemy
zgodnym lub mocno zgodnym jesli estymator ma odpowiednia wiasnosé.

Przy badaniu wlasnosci kryteriéw wazna role odgrywa nastepujace twierdze-
nie Hannan’a i Quinn’a (1979) podajace warunek konieczny i dostateczny zgod-
noéci i mocnej zgodnosci kryterium. Dowéd podaje Quinn (1980) oraz Paulsen
(1984).

Twierdzenie 2.1.
Niech
1. y, bedzie K-wymiarowym stacjonarnym procesem autoregresji z bialym
szumem W,, o skoficzonych czwartych momentach.
2. Rzad procesu autoregresji nie przekracza pewnej statej M, tzn. p < M.
3. Estymator rzqdu}g zostal wybrany przez minimalizacje

mcp

T

Cr(m) = ln}é”(m)] + 2.3)

wzgledem m =0,1,....M, za$ (~3u(m) jest pseudo-estymatorem najwiekszej wia-
rogodnosci macierzy C, = E[u,ug], ¢y jest niemalejacym ciagiem liczb rzeczy-
wistych zaleznym od wielkosci préby T.
Przy powyzszych zalozeniach 13 jest estymatorem zgodnym wtedy i tylko wtedy,
gdy
. Cr )
A —=0, przy T —oo, 2.4)

i mocno zgodnym gdy oprécz warunku (2.4), ma miejsce

%lnln’b 1 (byé moze przy T —»). (2.5)

3. Test ilorazu wiarogodnosci

Przy oznaczeniach wprowadzonych w poprzednim rozdziale model (1.1) moze
by¢ zapisany w jednej z réwnowaznych postaci:

Y=BZ+U (3.1)
lub
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v=Z'®Ixp +u

Macierz kowariancji wektora w = vec (U) ma wtedy postaé¢ I', =1, ® C,, za$
detT’, = T'det C,. Przy zalozeniu, ze u, ~ N{0,C,), logarytmiczna funkcja wiaro-
godnosci bedzie miala postaé:

KT

lnL(ﬁ’ Cu) =N 2 il ln 2:”: T %lnlcul N %lly =3 (Z/ ® IK) ﬂ]I(IT ® Cu)_][y - (Z‘ ® IK) ﬁ]

Estymatory najwiekszej wiarogodno$eci parametréw g i C, uzyskane przez ma-
ksymalizacje funkcji wiarogodnoéei po calej przestrzeni parametréw sg nastepu-
Jjace:

B=1ZZ)'Z®1,y,
C, - %(Y ~BZ)(Y - BZ).

e5li na wektor parametréw § nalozymy restrykeje
WB=w, 3.2)

gdzie W jest znana macierza o wymiarach N x (K% + K) rzedu N, za$ w znanym
wektorem o wymiarach N x 1, to estymatory najwiekszej wiarogodnoéci dla § 1
C, przy warunku (3.2) moga byé znalezione metods mnoznikéw Lagrange’a.
Funkcja Lagrange’a moze byé zapisana jako

G(By,C,) = InL(B,C,) + Y (WB - w),

gdzie y (N x 1) jest wektorem mnoznikéw Lagrange’a.
Obliczajac pochodne czastkowe dG/dB, 9G/dy oraz przyréwnujac je do zera
uzyskujemy estymatory parametréw § i C, przy warunku (3.2):

B.= B+ 122)" ® CIWIWEZZY" ® C)WT (w - Wh)

C.=7(Y -B,Z)Y - B,Z)
§dzie ﬁ,.jg\st macierza wspdtczynnikdéw modelu odpowiadajaca wektorowi ﬁ,y’ tzn.
B. = vec (B,). Statystyka (2.2) &, przyjmuje wiec postaé:

M =200 L, C,) - L@, C1=T0n|€;] 1] C,11 .

Jak juz bylo wspomniane wczesniej, statystyka ta ma asymptotyczny rozkiad
¥%(N). Rezultat ten pozostaje prawdziwy réwniez w przypadku, gdy szereg cza-
SOWy ¥, nie jest gausowski lecz nalezy do szerszej rodziny rozkiadéw. Estymatory
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najwigkszej wiarogodnoéci sa w takim przypadku nazywane pseudo-estymatora-
mi najwiekszej wiarogodnosci.

Zastanéwmy sie jakie jest prawdopodobiefistwo bledu pierwszego rodzaju w
takiej procedurze testowania. Niech D, oznacza zdarzenie polegajace na odrzu-
ceniu hipotezy H{ w j-tym teécie podczas gdy hipoteza ta jest prawdziwa. Przy-
pusémy, ze prawdziwa jest hipoteza Hé 2By =0, tzn., ze rzad modelu
p =M - i. Prawdopodobienstwo biedu pierwszego rodzaju dla i-tej hipotezy w tej
procedurze testowania moze byé zapisane jako

g =P(D,UD,U..UD,) ,

przy czym P(D;) = o, jest poziomem istotnosci i-tego indywidualnego testu. Paul-
sen 1 Tjgstheim (1985) pokazali, ze dla m=j oraz j, m =< i, wartoéci statystyki
M.pdla m-tej i j-tej hipotezy (Arp(m) i Apg(j)) sa asymptotycznie niezaleine,
Jjesli hipotezy H(l),...,H(f sa prawdziwe. Wobec tego przy duzych prébach zdarzenia
D,, 1 D, sa niezalezne, tak wiec

e;=P(D,UDyU...UD, ;) + P(D;) - P(D, UD,U...UD, ;) D] ,
dlai=1,2,..,M. Stosujac zasade indukcji matematycznej mozna pokazaé, ze
g =1~ (1-0q)(1-0y)...(1-0x;)
dlaz=1,2,..,M.

4. Kryteria FPE i AIC

Niekiedy model autoregresji jest konstruowany do celéw prognozowania i
wobec tego dobér odpowiedniego rzedu modelu powinien opieraé sie na kryterium
uzyskania jak najlepszej prognozy. Nie jest wéwcezas rzecza najwazniejsza uzy-
skanie wlasciwego rzedu modelu, a raczej otrzymanie modelu uzytecznego dla
celéw prognozowania. Sensownym jest wiec dobranie takiego rzedu modelu, przy
ktérym biad prognozy jest minimalny. Wychodzac z takich przeslanek Akaike
(1969, 1971) zaproponowat, aby oprzeé¢ wybér rzedu modelu AR na ocenie macie-
rzy kowariancji bledu prognozy sredniokwadratowej. Ogélna postaé takiej ma-
cierzy jest dos¢ skomplikowana (por. Koziara, 1986), natomiast dla horyzontu
prognozowania h = 1 (prognoza 1-krokowa) ma prosta strukture (2.1). Praktyczne
wykorzystanie wzoru (2.1) polega na tym, ze macierz kowariancji C, bialego
szumu W, jest zastapiona estymatorem z odpowiednio dobranymi stopniami swo-
body. Akaike zasugerowal wykorzystanie nastepujacej oceny:

A TK ~ T

C,(m) = Culm) =g 1

c ! 4.1
TK - K’m -K “ ulom) b=
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gdzie T jest liczebnoScig prébki, m rzedem modelu, éu(m) estymatorem najwie-
kszej wiarogodnoéci dla C, otrzymanym przez dopasowanie do danych z préby
modelu AR(m). Ponadto, aby kryterium mialo postaé skalarna, brany jest wy-
znacznik. Zaproponowane przez Akaike kryterium jest nazywane kryterium FPE
(final prediction error) i ma postaé:

FPE(m) =

det

T+Bm+l T g1 [T+Em+1)K, & ‘
T T-Km-1" (m)]_[T—Km—l} detC,(m). (4.2)

Nalezy zauwazyé, ze det@u(m) jest nierosnaca funkcjg rzedu modelu m. Wynika
to stad, ze maksimum logarytmicznej funkcji wiarogodnosci zawiera skladnik
-In|C,(m)| i dla m <n model AR(m) moze byé interpretowany jako model
AR(n) z restrykcjami. Wobec tego

-In|C,(m)| = -In|C,(n)| <> det[C, (m)] = det[C,(n)]

(maksimum lokalne nie moze przekraczaé globalnego). Z drugiej strony czynnik
(T + Km + 1)/(T - Km - 1)I¥ jest funkcja rosnaca m. Rzad modelu pppp dobierany
Jjest jako wartoéé dla ktérej te dwa "przeciwstawne" czynniki sa zréwnowazone
tzn.

FPE[ pppyl = min{ FPE(m)| m = 0,1,..M} .

W praktyce oznacza to, ze nalezy znalezé estymatory parametréw modeli rzedéw
m =0,1,...,.M a nastepnie obliczyé FPE(m),dlam = 0,1,....M. Warto$é m mmlmah-
zujaca FPE(m) jest poszukiwanym rzedem modelu oznaczonym przez PFPE
Akaike (1973, 1974) jest ponadto autorem podobnego kryterium oznaczonego
skrétowo jako AIC (Akaike’s Information Criterion). Kryterium to ma postaé:

AIC(m) = 1n|C,(m)| +%mK2 . (4.3)
Zgodnie z nim, za rzad modelu };A]C przyjmuje sie taka warto$é m, dla ktérej
AIC(m)osiaga minimum. Pomiedzy tymi dwoma kryteriami zachodzi nastepujaca
zaleznosé:
2K 2
In FPE(m) = AIC(m) + Tt o(T™) 4.4)

Wynika to stad, ze dla stalej N
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T+N_, 2N[ 1 ]_. 2N 2
T_N—1+ T[I—N/T]_1+ T +O(T™) .
Wobec tego
~ T+Km+1 o
In FPE(m) = In| & (m)| +K1n5,—’_EKZ—t1— =1In|Cumn)| +
+ K[+ 2822 4 012 = 1n| T, )| s 2R 4 oy -
2
=lin|Bm)| + 2”;5{ +~2T£+O(T2)=AIC(m)+—2TL,{+O(T'2) .

Poniewaz skladnik 2K/T nie zalezy od m, wobec tego zaréwno AIC(m) jak i
AIC(m) + 2K/ T osiagaja minimum dla tej samej wartodci m. Widaé stad, ze
obydwa kryteria sa sobie réwnowazne asymptotycznie (dla duzych wartosci T).

. P - . . - o 2 A .
Whniosek 4.1. Jesli spelnione sg zalozenia twierdzenia 2.1, wéwezas pppg 1

}3 47c hie sg estymatorami zgodnymi.

Poniewaz kryteria FPE i AIC sg asymptotycznie réwnowazne, wystarczy
pokazaé, ze }’; 4jc nie jest estymatorem zgodnym. Poréwnujac kryteria AIC(m) i
Cr(m) dostajemy meyp /T = 2mK2| T tzn. cp= 2K?. Jak latwo zauwazyé ciag ten
nie spelnia warunkéw (2.4). Prawdopodobiefstwo graniczne zanizenia rzedu
modelu w kryteriach FPE 1 AIC jest réwne zero na co wskazuja zaleznoéci (7.4)
z paragrafu 7. Skoro wiec kryteria te nie sg zgodne oznacza to, ze zawyzaja rzad
modelu z dodatnim prawdopodobiefstwem. Paulsen i Tjgstheim (1985) pokazali,
ze prawdopodobiefistwo graniczne zawyzenia rzedu modelu zmniejsza sie ze
wzrostem wymiaru K i staje si¢ nieistotne dla K=5. Tak wiec kryteria te
wyznaczaja wlaéciwy rzad z prawdopodobienstwem 1, jesli szereg czasowy ma
wysoki wymiar K.

5. Kryteria HQ i SC

Obecnie rozpatrzmy dwa kryteria zgodne. Pierwsze z nich HQ (Hannan-Quinn
criterion) (por. Hannan i Quinn, 1979; Quinn, 1980) dobiera rzad modelu pgyq
przez minimalizacje

2InInT

% mK> (5.1)

HQ(m) =1n|C,(m)| +

wzgledem m = 0,1,...,.M.
Poréwnanie z (2.3) daje cp = 2K%In1n T'i wobec tego warunek (2.4) twierdzenia
2.1 jest spelniony, ponadto dla K > 1 spelniony jest réwniez warunek (2.5). Kry-
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terium HEQ jest wiec zgodne dla proceséw skalarnych i mocno zgodne dla wekto-
rowych (przy warunkach twierdzenia 2.1).

Drugim kryterium zgodnym jest kryterium SC (por. Schwartz, 1978). Podob-
nie jak w poprzednich kryteriach rzad modelu wyznaczany jest przez minimali-
zacje odpowiedniej funkeji, w tym przypadku postaci

- InT _,
SC(mn) =1In|C,(m)]| + —T-—mK (5.2)

wzgledem m = 0,1,....M.
tatwo sprawdzié, ze obydwa warunki (2.4) i (2.5) twierdzenia 2.1 sa spelnione
1 wobec tego kryterium to jest moeno zgodnym dla dowolnego wymiaru K.

6. Kryterium oparte na metodzie Bayesa

Krzysko i Smoczynski (1984) zaproponowali metode doboru rzedu modelu
autoregresji oparta na metodzie Bayesa. Dysponujac jedynie pojedyncza, realiza-
cja szeregu czasowego, wyboru rzedu modelu mozemy dokonaé wedlug nastepu-
jacej procedury.

Zakladajac, ze rzad modelu p jest zmienna losowa o znanej funkeji gestosci
a priort h(p), oraz biorac funkeje straty postaci

_[p-r dla r=p
S, ) = {c(r -p) dla r>p Gale

(¢ > 1 jest pewng stalg przyjeta arbitralnie, zas r € {1,2,...,M }), doboru rzedu
modelu dokonuje si¢ przez minimalizacje ryzyka a posteriori

M
R@) =Y Sp,neP|Y) 6.2)

p=1

por €{1,2,...,M }. Gestoéé a posteriori g(p|Y) zmiennej losowej p ma postaé

&(p|Y) = h(p) (2m) K772 [detC,I T/ expl - tr (¥V° - AXYC(Y” - AX)] .
Tak wiec

p=lr:re{l,2,..M} r R() = min] .

Aby efektywnie wykorzystaé ta metode nalezaloby znaé gestoéé a priori h(p) oraz
stala c. Autorzy metody sugeruja by w przypadku braku informacji o (p) przyjaé
h(p) = 1/M. Nie podaja, zas zadnych sugestii co do wyboru stalej c. W Tabeli 1
przedstawione sg rezultaty doboru rzedu modelu z wykorzystaniem tej metody
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przy réznych wartoSciach stalej ¢. Liczby w.kolumnach od (a) do (g) podaja w ilu
przypadkach na 100 mozliwych wybrany zostatrzad modelu 0,1,...,5, przy réznych
dtugoéciach T realizacji szeregu czasowego oraz wartosciach stalej ¢ réwnych
odpowiednio: c¢=2, c=[M+1]K+11KT, c=2MK*T, c=2(MK +1)KT,
c=2[(M+ DK + 1JKT, c=MK?T?, c=(MK +1)KT?. Latwo zauwaiyé, ze de-
cydujacy wplyw na efektywno$é tego kryterium ma wartosé statej c. Wartosé ¢
zalezy od dhugosei T realizacji szeregu czasowego, wymiaru K wektora obserwacji,
oraz gérnego ograniczenia M rzedu modelu. Najkorzystniejsze rezultaty zostaly
osiagniete przy ¢ = MK?T?, (kolumna (f) Tabeli 1). Przy wartosci ¢ = 2 (kolumna
(a) Tabeli 1) widaé wyraznie tendencje do zawyzania rzedu modelu.

7. Poréwnanie Kryteriow

Wiasnos$ei estymatoréw rzedu modelu, o ktérych byla mowa dotychezas, do-
tycza duzych préb. W malych préobach kryteria AIC 1 FPE moga mieé lepsze
wlasnosci (wybleraja wlasciwy rzad czeSciej) niz kryteria HQ i SC. Trzeba tez
pamietad, ze kryteria AIC oraz FPE sa skonstruowane z my$la o minimalizacji
bledu prognozy i wobec tego (szczegdlnie przy matych prébach) modele oparte na
tych kryteriach moga dawac lepsze prognozy mimo, ze kryteria nie dobierajg
poprawnie rzedu modelu. Shibata (1980) otrzymal pewne asymptotycznie opty-
malne wlasnosci AIC oraz FPE. Nastepujacy lemat i twierdzenie (por. Liitkepohl,
1991, str.133) pozwalajg ustalié relacje pomiedzy niektérymi kryteriami.

Lemat 7.1. Jeli ciagi skoniczone a;, b;, ¢;, ¢ =0,1,...,M spelniajg nastepujace
warunki:

1. a;, b; sa ciggami rosnacymi,

2. ¢; jest ciggiem nierosnacym,

3.bj,1-b;<a;-¢q; dla 1=0,1,....M -1,

4. Liczby calkowite n i k sa tak dobrane, ze n, k €{0, M )

i ¢, +a,=minc; + q;] i =0,1,....M], ¢, + b, =minle; + b;] i =0,1,...,M],

wowezas k = n.

Twierdzenie 7.1. JeSli yy, yo,..., ¥ jest realizacjg szeregu czasowego do ktdrej
dopasowano modele utoregresji rzedu m = 0,1,2,....M, wéwczas zachodza naste-
pujace relacje

Psc < Paic> jesli T8, (7.1)
1’;SC s[ﬁHQ, dla wszystkich T' , (7.2)

Piig < Paics jesli T=16 . (7.3)
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Dowéd: Niech c,, =1In|C,(m)|, b,, = 2mK*/T, a,, =(mK>InT) /T. Aby warunki
lematu 7.1 byly spelnione musi zachodzm zeleznoéé b,,,; - b,, < a,,; - a,,. Ponie-
waz b, - b, =2K%/T, Aot = @ = (K?In T) [T, wobec tego powinna zachodzié¢
zaleznoéé 2K%/T < (K*InT) /T, czyli T' > e? = 7.39. Tak wiee warunki lematu sa
spelnione dla T'=8. W ten sposéb nieréwnoéé (7.1) zostala udowodniona. W
analogiczny sposéb mozna udowodnié nieréwnosci (7.2) 1 (7.3). Nalezy zaznaczyé,
ze twierdzenie to pozostaje prawdziwe réwniez w przypadku, gdy szereg czasowy
¥;: nie jest stacjonarny lub nie jest generowany przez proces autoregresiji.
J
Jako wniosek z tego twierdzenia dostajemy nastepujace zaleznosci stuszne
przy zalozeniach twierdzenia (2.1),

Hm P [pye<pl=0 i imP[pye > pl> 0. (7.4)
T— T-»0
(podobne zale7nos<:1 zachodzaL dla FPE). Uzasadnienie podanygh zwxaszow wy-
nika z faktu, ze pSC spAIC dla T = 81 wobec tego P[pAI( <pls P[p‘,p <pl. Ze
zgodnosci zas SC wynika, ze P [psc <pl— 0, tak WIQC y% [pAJ( < p] = 0. Poniewaz
AIC nie jest kryterium zgodnym wiec P [p,up pl<l i w rezultacie
Pl p arc > pl > 0.

Nalezy podkreslié, ze aby estymatory rzedu mialy okreslone wlasnosci asymp-
totyczne niekiedy nalezy wyznaczaé je na podstawie bardzo licznej préby. Sytu-
acje taka ilustruje nastepujacy przyklad. Przyjmujac we wzorze (2.3) twierdzenia
2.1 cp =2InInT otrzymamy kryterium postaci:

~ 2mIninT
Kr(m) =1n|C,(m)]| + =

Korzystajac z twierdzenia 2.1 tatwo 519 pr zekonac ze Jest to kryter ium zgodne,
a ponadto na podstawie lematu 7.1 p AlC S pK, dla T = explexp(K?)]. Na przyklad
dla K = 2 dostajemy 7T =< 5.14 x 10%*. Oznacza to, ze dla takich wartosci T kryte-
rium zgodne Kr wybiera rzad wyzszy lub réwny pAJC, a wiadomo, Ze AIC ma
dodatnie prawdopodobiefistwo zawyzania rzedu modelu.

8. Wyniki obliczen symulacyjnych

W celu poréwnania omawianych tu metod wyznaczania rzedu modelu auto-
regresji, zastosowano metode symulacji. Przy uzyciu komputera wygenerowano
po 100 realizacji dwuwymiarowego szeregu czasowego o 20, 30, 50, 100 oraz 200
obserwacjach. Wszystkie realizacje zostaly wygenerowane w oparciu o model
drugiego rzedu
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i) e oMl o 00 0y &2
Ye=1.0.9|"| 0 03[¥17} 0.4 01|V2TH '

z macierza kowariancji bialego szumu

0.97 0.46
=T [0.46 0.53} ’

Dla kazdej z wygenerowanych realizacji zastosowano omawiane kryteria okre-
$lania rzedu modelu. Jako gérne ograniczenie rzedu przyjeto M = 5. W Tabeli 1
zamieszczone zostaly wyniki symulacji. Liczby w kolumnach podaja w ilu przy-
padkach na 100 mozliwych wybrany zostal odpowiedni rzad modelu, przy réznych
dhugoéciach T realizacji szeregu czasowego. Z danych tych wynika, ze trudno jest
wskazaé kryterium zdecydowanie najlepsze, poprawnosé doboru rzedu modelu
zalezy w gléwnej mierze od dlugosci realizacji szeregu. Przy matych prébach
czestosé wyboru wlasciwego rzedu modelu metoda Bayesa jest wyzsza niz przy
innnych kryteriach. W przypadku kryteriéw FPE i AIC daje si¢ zauwazy¢ ten-
dencje do zawyzania rzedu modelu. W oparciu o omawiane metody zostal opra-
cowany program w jezyku Turbo Pascal 7.0 realizujacy dobér rzedu i estymacje
parametréw dla modeli skalarnych i wektorowych. Program jest dostepny w
Instytucie Zastosowan Matematyki Akademii Rolniczej w Lublinie.
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Tabela 1
Zestawienie wynikéw symulacji - liczba realizacji procesu AR rzedu 2, dla ktérych
ocena rzedu wynosila 0,1,...,5, przy réznych dtugos$ciach szeregu T

Kryterium
T Ocena B T
rzedu | ppg | AIC | HQ | SC | Mg REAES
a b c d e f g

0 20 16 26 58

1 1 2l il 1 0 3 15 17 | 18 | 22 36 38
20 2 45 36 39 31 38 12 59 58 | 60 | 57 50 | 48

3 12 11 il 4 8 17 12 14 (12 | 11 9 9

4 6 10 5 2 19 32 10 7 6 7 2 2

5 16 26 18 4 31 36 4 4 4 3 3 3

0 3 18 50

1 0 0 1 0 0 4 6 7 7 19 19
30 2 65 64 65 46 | 63 5| 656 | 70 |69 | 70 74 | 74

3 14 10 7 3 5 10 23 17 |17 | 16 7 7

4 14 15 7 0 15 33 7 7 7 7 0 0

5 8 3 0 16 52 1 0 0 0 0 0

0] 0 3 14 0

1 0 0 2 5 1 0 0 0 0 0 2 3
50 2 89 85 94 81 84 0 | 71 | 76 |77 |77 | 94 | 93

& 6 7 0 0 ! 1 23 18 |17 | 17 3 3

4 3 4 1 0 6 32 5 5 5 5 1 1

5 1 4 0 0 8 67 1 1 1 1 0 0

0 0 0 0 0 0

1 0 0 0 0 0 0 0 0 0 0 0 0
100 2 88 88 97 | 100 | 82 0| 81| 84 |85 | 86 99 | 99

3 7 7 3 0 5 2 15 13 {12 | 11 1 1

4 4 4 0 0 7 23 4 3 3 3 0

5 1 1 0 0 6 75 0 0 0 0 0 0

0 0 0 0 0 0

1 0 0 0 0 0 0 0 0 0 0 0 0
200 2 88 88 | 100 | 100 | 88 0| 8 | 89 |90 |91 {100 |100

3 8 0 0 2 1 12 10 9 9 0 0

4 3 3 0 0 4 27 2 1 1 0 0 0

5 1 1 0 0 6 72 0 0 0 0 0 0

H Kolumny (a)—(g) odpowiadaja réznym warto$ciom stalej c.
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The order determination methods
for a multivariate autoregressive model

Summary

The eriterions FPE, AIC, H@, SC, Bayesian approach and sequential test for order
selection of the vector AR models are considered. A comparison of methods and some
simulation results are presented. The computer program in Turbo Pascal 7.0 for this
criterions has been written.

Key words: autoregressive proces, order of autoregression, criteria FPE, AIC, HQ,
SC, Bayes method, likelihood ratio test.



